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Согласно авторской позиции, точная количественная оценка эвапотранспирации (ET) 
агроэкосистем имеет важное значение для эффективного орошения и рационального управления 
водными ресурсами. У традиционных методов прямых измерений ET высокая стоимость, и часто 
они деструктивны для агроэкосистемы. Как альтернатива измерениям, в настоящее время активно 
развиваются подходы с использованием методов машинного обучения (ML) для оценки ET. 
Современное состояние вопроса ML-моделирования ET предполагает развитие тематики в аспекте 
расширения набора данных измерений для обучения моделей, корректного разделения на 
обучающую и тестовую выборки во избежание утечек данных, возможности глобального 
масштабирования моделей. В статье представлен процесс разработки новой ML-модели в целях 
оценки суточной ET агроэкосистем с учетом современных требований. Для обучения модели 
собраны данные пульсационных станций по измерению ET над сельскохозяйственными полями в 
мире (всего 137 станций). В качестве предикторов получены данные климатического реанализа 
ERA5-Land, почвенные свойства SoilGrids и вегетационные индексы (VI), рассчитанные на основе 
гармонизированного набора данных Landsat 8–9 и Sentinel-2 (HLS). Объединенный набор данных 
разделен на обучающую (70% станций) и тестовую (30% станций) выборки. Обучающая выборка 
дополнительно разделена на пять блоков по случайным станциям для проведения кросс-валидации. 
По результатам сравнения эффективности различных ML-алгоритмов градиентный бустинг (GBM) 
показал наилучшие метрики качества моделирования на обучающей (коэффициент детерминации 
R2 = 0,70) и тестовой (R2 = 0,68) выборках; выбран для дальнейшей оптимизации, включающей в 
себя настройку гиперпараметров и рекурсивный отбор признаков с кросс-валидацией (RFECV). При 
отборе признаков с последующей интерпретацией модели определено семь наиболее значимых 
предикторов: суммарная радиация, VI IAVI, температура воздуха, VI GLI, VI MNLI, объемная 
влажность почвы, VI ExGR. Оптимизированная ML-модель продемонстрировала более высокую 
точность по сравнению с методами FAO-56 и Hargreaves – Samani. Полученные результаты 
указывают на потенциал ML-подходов для оценки ET, а дальнейшие исследования могут быть 
направлены на разработку гибридных моделей, сочетающих физически обоснованные модели с ML-
методами для повышения точности и надежности модельных оценок. 
Ключевые слова: метод турбулентных пульсаций, климатический реанализ, данные 
дистанционного зондирования Земли, градиентный бустинг, интерпретируемое машинное 
обучение. 
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The article presents the results of modeling daily evapotranspiration in agroecosystems using machine 
learning algorithms. The target variables were derived from various eddy covariance monitoring stations 
worldwide. Predictors included ERA5-Land reanalysis climate data, SoilGrids soil properties, and 
vegetation indices obtained from remote sensing data (Landsat, Sentinel). The study aimed to compare the 
performance of different machine learning algorithms (ElasticNet, CatBoost, SVR) against each other and 
against traditional methods such as FAO-56 and Hargreaves–Samani. Special attention was given to model 
interpretation that was used to identify key factors influencing evapotranspiration. The results have shown 
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that the CatBoost gradient boosting algorithm achieved the best modeling metrics on both the training 
(coefficient of determination R² = 0,70) and test datasets (R² = 0,68). Feature selection revealed the seven 
most significant predictors: shortwave downward radiation, air temperature, soil volumetric moisture, and 
vegetation indices MNLI, IAVI, ExGR, and GLI. Model interpretation demonstrated a nonlinear 
relationship between evapotranspiration and soil volumetric moisture, with a positive correlation up to 37% 
moisture and a negative correlation beyond 42%. The findings have practical implications for optimizing 
water resource management in agriculture and monitoring agroecosystem conditions. Future research may 
focus on integrating machine learning with energy balance and crop simulation models to improve the 
accuracy of spatial heterogeneity and temporal dynamics in evapotranspiration estimation. 
Keywords: turbulent fluctuation method, climate reanalysis, Earth remote sensing data, gradient boosting, 
interpretable machine learning. 

ВВЕДЕНИЕ 
В результате процесса эвапотранспирации (ET), 

или суммарного испарения, жидкая вода с поверхности 
почвы и из растительности вследствие транспирации 
переносится в приземный слой атмосферы в виде 
водяного пара. Протекание этого процесса 
сопровождается затратами энергии на 
парообразование, поэтому ET ассоциируют и с 
потоком скрытого тепла (LE), который регулирует 
энергетический, водный и углеродный балансы Земли. 
Поскольку ET служит ключевым процессом в 
круговороте воды и энергообмене, он оказывает 
прямое влияние на продуктивность и водопотребление 
посевов, связывая водный и энергетический балансы. 
С практической точки зрения ET – это важнейшая 
характеристика при оптимизации орошения и 
принятии решений по управлению агроэкосистемами. 
Количественная оценка ET на сельскохозяйственных 
полях представляет интерес для многих: 
1) сельхозтоваропроизводителей – агрохолдингов и 
фермеров, оптимизирующих полив посевов для 
повышения урожайности, устойчивости земледелия и 
снижения финансовых затрат; 2) государственных и 
экологических организаций, контролирующих 
рациональное использование воды и 
разрабатывающих меры по адаптации сельского 
хозяйства к изменениям климата; 3) компаний, 
разрабатывающих программные решения для 
реализации системы «умного» сельского хозяйства и 
автоматизации процессов; 4) страховых компаний, 
оценивающих риски засух. 

Прямое измерение ET с применением 
лизиметров или методом турбулентных пульсаций 
является крайне дорогостоящим и часто 
деструктивным для агроэкосистемы. Помимо прямых 
измерений ET, существуют многочисленные подходы 
к количественной оценке ET (Amani, Shafizadeh-
Moghadam, 2023). Эмпирические методы оценки ET, 
такие как метод Hargreaves – Samani (Hargreaves, 
Samani, 1985), или полуэмпирические методы, 
комбинирующие эмпирические уравнения с 
энергетическим балансом, например метод FAO-56 
(Allen et al., 1998), использующий модифицированную 
формулу Пенмана – Монтейта, широко применяют для 
оценки ET благодаря стандартизированности. Однако 
их точность ограничена эмпирическими 
коэффициентами и допущениями. Для оценки ET 
также применяют энергобалансовые модели на основе 
данных дистанционного зондирования Земли (ДЗЗ): 
например, SEBAL (Bastiaanssen et al., 1998) или TSEB 

(Norman et al., 1995). Эти модели при локальной 
калибровке имеют высокую точность и позволяют 
оценить пространственную неоднородность ET, но 
вместе с тем требуют значительных вычислительных 
ресурсов, проведения калибровки, чувствительны к 
точности измерения температуры поверхности. 
Калибровка энергобалансовых моделей зачастую 
нуждается в выполнении объемных полевых работ, что 
ограничивает применение подобных моделей 
заинтересованными лицами. В этой связи актуальной 
задачей становится разработка простых, но точных 
методов оценки ET, способных интегрировать 
разнородные данные окружающей среды и учитывать 
сложные нелинейные взаимосвязи между указанными 
факторами. 

В течение последних лет методы машинного 
обучения (ML) демонстрируют высокую 
эффективность в моделировании 
гидрометеорологических процессов, включая оценку 
ET (Reyes Rojas, 2021). В отличие от классических 
эмпирических подходов, ML-алгоритмы помогают 
выявлять скрытые закономерности в данных, 
комбинируя информацию из различных источников. В 
их числе – спутниковые снимки, метеорологические 
данные и цифровые почвенные карты. Работы по 
созданию ML-моделей для оценки суточной ET 
агроэкосистем в настоящее время активно проводят в 
мире. Например, в одной из публикаций (Du et al., 
2024) авторы сравнивали несколько ML-алгоритмов 
для оценки суточной ET агроэкосистем. 
Представленные авторами модели имеют высокие 
метрики качества моделирования: среднеквадратичная 
ошибка (RMSE) от 0,26 до 0,33 мм сут−1 в зависимости 
от станции. Однако в качестве предикторов для модели 
применены данные измерений непосредственно на 
пульсационных станциях (всего их в работе – 15), что 
ограничивает масштабирование модели (требование к 
наличию метеостанции на сельскохозяйственном 
поле). В качестве обучающей и тестовой выборок 
использованы данные одних и тех же пульсационных 
станций. Это, по нашему мнению, не вполне 
соответствует требованию независимости обучающей 
и тестовой выборок, может привести к утечкам 
информации из обучающей в тестовую выборку.  

В другой работе (Liu et al., 2021) проведено 
сравнение нескольких ML-алгоритмов для оценки ET 
агроэкосистем. Но, как и в предыдущей публикации, 
исследователи используют в качестве предикторов 
метеорологические данные в целом семнадцати 
пульсационных станций, что ограничивает 
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применение таких моделей. При этом в качестве 
данных ДЗЗ авторами использована система MODIS, 
которая накладывает существенные ограничения на 
минимальную площадь сельскохозяйственного поля 
(ячейка 250×250 м). Методика разделения данных на 
обучающую и тестовую выборки в вышеуказанной 
работе также остается не вполне понятной. В 
следующей статье (Hao et al., 2022) авторы применяют 
данные климатического реанализа NLDAS-2 в 
качестве предикторов для ML-моделей, что позволяет 
масштабировать модели в пределах 
метеорологических полей реанализа. Исследователи, в 
частности, рассматривают различные варианты 
разделения данных на обучающую и тестовую 
выборки, делая вывод о том, что размер и 
репрезентативность сильно влияют на конечное 
качество моделирования и способность моделей к 
генерализации результатов. Эти авторы разрабатывали 
модели только для Северной Америки и использовали 
всего шесть станций для обучения и тестирования 
моделей. В ряде публикаций (Treder et al., 2023; Yong 
et al., 2023) речь идет об использовании ML-модели 
для оценки ET над эталонной поверхностью. Однако 
она в данном случае характеризует лишь 
метеорологические условия и ограничения процесса 
испарения, связанные с этими условиями, не учитывая 
актуального состояния посевов. 

В соответствии с актуальностью вопроса нами 
поставлена цель настоящего исследования: разработка 
новой ML-модели для оценки непрерывных суточных 
значений ET агроэкосистем. Разрабатываемая модель, 
на наш взгляд, должна соответствовать ряду 
требований. К ним отнесены: 1) возможность 
масштабирования в глобальном масштабе, в том числе 
на территории России; 2) оценка качества 
моделирования в независимых координатах (на основе 
станций, не участвующих в процессе обучения); 
3) сниженная, по сравнению с возможностями системы 
MODIS, ячейка моделирования для проведения оценок 
на небольших сельскохозяйственных полях; 
4) открытая для заинтересованных лиц программная 
реализация модели. В связи с поставленной целью 
определены задачи исследования: 1) сбор и 
унификация данных измерений ET пульсационных 
станций над агроэкосистемами в мире, фильтрация и 
агрегация данных до суточных значений; 2) получение 
независимых от пульсационных измерений 
предикторов для ML-модели, включающих в себя 
метеорологические, почвенные характеристики и 
данные о состоянии растительности на основе ДЗЗ; 
3) создание единого набора данных для обучения, то 
есть объединение целевой переменной (ET) с 
факторами окружающей среды (предикторы); 

4) разделение набора данных на обучающую и 
тестовую выборку на основе случайного набора 
пульсационных станций для тестирования модели в 
независимых координатах; 5) разделение набора 
данных на обучающую и тестовую выборку на основе 
случайного набора пульсационных станций для 
тестирования модели в независимых 
координатахпервичная оценка производительности 
различных ML-алгоритмов для выбора оптимального 
алгоритма; 6) разделение набора данных на 
обучающую и тестовую выборку на основе случайного 
набора пульсационных станций для тестирования 
модели в независимых координатахобучение и 
оптимизация (настройка гиперпараметров, отбор 
важных признаков) ML-модели с использованием 
кросс-валидации (с разделением обучающей выборки 
по случайным станциям); 7) разделение набора данных 
на обучающую и тестовую выборку на основе 
случайного набора пульсационных станций для 
тестирования модели в независимых 
координатахоценка качества оптимизированной 
модели на тестовой выборке; 8) разделение набора 
данных на обучающую и тестовую выборку на основе 
случайного набора пульсационных станций для 
тестирования модели в независимых 
координатахсравнение оптимизированной модели с 
эмпирическими расчетными методами; 9) разделение 
набора данных на обучающую и тестовую выборку на 
основе случайного набора пульсационных станций для 
тестирования модели в независимых 
координатахинтерпретация ML-модели; 
10) разделение набора данных на обучающую и 
тестовую выборку на основе случайного набора 
пульсационных станций для тестирования модели в 
независимых координатахоткрытая программная 
реализация модели. 

ОБЪЕКТЫ И МЕТОДЫ 
1. Данные эвапотранспирации 

Набор данных ET создан на основе измерений 
на станциях, использующих метод турбулентных 
пульсаций (eddy covariance) для определения ET. 
Метод турбулентных пульсаций – это 
микрометеорологический метод, позволяющий 
измерять турбулентные потоки газов (например, CO2, 
H2O, CH4), энергии и импульса между поверхностью 
Земли и атмосферой (Burba, 2013). Пульсационные 
данные получены открыто или по запросу со 
следующих ресурсов: FLUXNET, AmeriFlux, Integrated 
Carbon Observation System (ICOS), European Fluxes 
Database Cluster (EFDC), AsiaFlux. В целом получены 
данные 137 станций над различными 
агроэкосистемами, что отражено на рисунке 1.  
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Рис. 1. Местоположение используемых станций пульсационных измерений ET 

Пульсационные станции предоставляют данные 
о скрытом потоке тепла (LE) с интервалом измерений 
от 20 минут до одного часа. Потоки отфильтрованы по 
значениям контроля качества (QA), соответствующим 
корректным наблюдениям LE. Далее LE переведен в 
ET, произведена суточная агрегация значений ET в 
мм сут−1. Для перевода LE в ET использована 
следующая формула: 

LEET
w

t
λ ρ

⋅∆
=

⋅
, (1) 

где LE – скрытый поток тепла (Вт м−2 = Дж м−2 с−1), Δt 
– длительность интервала (в секундах), λ – удельная 
теплота парообразования (≈ 2,45 МДж кг−1), ρw – 
плотность воды (≈ 1000 кг м–³).  

2. Климатический реанализ 
В качестве источника метеорологических и 

динамических почвенных данных применен 
климатический реанализ ERA5-Land (Muñoz-Sabater et 
al., 2021). Климатический реанализ ERA5-Land, 
разработанный Европейским центром среднесрочных 
прогнозов погоды (ECMWF), представляет собой 
глобальный набор данных о состоянии приземного 
слоя атмосферы, почвы и растительности с 
пространственным разрешением ~9 км и временным 
шагом в один час, включающий в себя период с 1950 г. 
по настоящее время. Этот реанализ основан на 
усвоении наземных наблюдений и моделировании с 
использованием системы Integrated Forecasting System 
(IFS), что обеспечивает детализированное описание 
состояния поверхности суши. При этом суточные 
агрегации метеовеличин получены из Google Earth 
Engine с применением библиотеки earthengine-api для 
Python. Значения для каждой станции рассчитаны по 
координатам их местоположения. В качестве 
метеорологических предикторов выступили 
температура воздуха, количество осадков, 
относительная влажность воздуха, температура почвы, 
влажность почвы, суммарная радиация, приходящая 
длинноволновая радиация, альбедо поверхности, 
скорость ветра, атмосферное давление. В качестве 
дополнительных предикторов для каждой даты 
рассчитаны количество осадков за предшествующие 3, 
7 и 14 дней. 

3. Почвенные данные 
В качестве статичных почвенных свойств 

использованы данные системы SoilGrids250m v2.0 
(Poggio et al., 2021). SoilGrids – это разработанная 
International Soil Reference and Information Centre 
(ISRIC) глобальная система почвенных свойств с 
пространственным разрешением 250 м, основанная на 
измерениях почвенных свойств по профилю, ML и 
пространственной интерполяции данных. Указанная 
система предоставляет цифровые карты ключевых 
почвенных параметров. Данные рассчитаны по 
координатам станций с помощью библиотеки SoilGrids 
для Python. В качестве почвенных предикторов 
рассмотрены параметры, которые напрямую могут 
влиять на водный режим почвы, а также параметры, 
влияющие на рост и развитие растений: плотность 
сложения; содержание фракций песка, ила, глины; 
кислотность почвы; содержание общего азота и 
органического вещества почвы. 

4. Данные дистанционного зондирования Земли 
(ДЗЗ) 

В качестве источника данных ДЗЗ использован 
гармонизированный набор Landsat 8–9 и Sentinel-2 
(HLS) (Claverie et al., 2018). Выбор этого набора 
обусловлен тем, что комбинация Landsat 8–9 и 
Sentinel-2 дает возможность получать данные для 
любой координаты каждые 2–3 дня с 
пространственным разрешением 30 м. Такие данные 
включают в себя промежуток с 2013 по 2025 г., 
получены в целом за доступный период наблюдений 
по координатам станций с разрешением 100 м из 
Google Earth Engine с использованием earthengine-api 
для Python. Разрешение 100 м выбрано в качестве 
типичного footprint для пульсационных станций над 
сельскохозяйственными полями, модели оценки 
footprint для каждого измерения на станциях в 
настоящем исследовании не проводили. С помощью 
оценки качества пикселей изображений по встроенной 
классификации Fmask отфильтрованы точки, на 
которых присутствует влияние облачности. 
Отражения в каналах спутника в безоблачных 
условиях затем интерполировали между пролетами 
спутников с помощью линейной интерполяции.  

Далее для сглаживания временного ряда 
интерполированных значений использована 
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фильтрация Савицкого – Голея (Savitzky, Golay, 1964). 
Интерполяция и сглаживание выполнены с помощью 
библиотеки scipy для Python. После сглаживания 
произведен расчет VI из таких категорий, как 
растительность, почва и влага стандартизированного 
каталога ASI (Montero et al., 2023), на основе общих 
каналов спутников Landsat 8–9 и Sentinel-2: Aerosol – 
атмосферные аэрозоли (0,433–0,453 мкм); Blue – 
видимый синий диапазон (0,450–0,515 мкм); Green – 
видимый зеленый диапазон (0,525–0,600 мкм); Red – 
видимый красный диапазон (0,630–0,680 мкм); NIR – 
ближний инфракрасный диапазон (0,845–0,885 мкм); 
SWIR-1 – коротковолновый инфракрасный диапазон 1 
(1,560–1,660 мкм); SWIR-2 – коротковолновый 
инфракрасный диапазон 2 (2,100–2,300 мкм). Расчет 
VI проведен с помощью библиотеки spyndex для 
Python. Далее данные измерений ET, климатического 
реанализа, физико-химических свойств почвы и ДЗЗ 
объединены в набор данных. Поскольку данные ДЗЗ 
включают в себя период с 2013 по 2025 г., некоторые 
пульсационные станции не вошли в итоговый набор 
данных. Этот набор содержит 134 725 наблюдений 
суточных ET для 102 станций. 

5. Обучение моделей машинного обучения 
При создании модели выбрано несколько ML-

алгоритмов для сравнения их производительности: 
1) ElasticNet – линейный метод регрессии, сочетающий 
L1 и L2-регуляризацию (LASSO и Ridge 
соответственно). Алгоритм минимизирует функцию 
потерь с учетом штрафных коэффициентов, что 
позволяет эффективно работать с 
мультиколлинеарностью (Zou, Hastie, 2005); 2) Support 
Vector Regression (SVR) – алгоритм на основе метода 
опорных векторов, предназначенный для 
регрессионных задач. SVR стремится минимизировать 
ошибку, используя ядерные функции для работы с 
нелинейными зависимостями. Алгоритм устойчив к 
переобучению и эффективен в задачах с небольшим 
объемом данных (Smola, Schölkopf, 2004); 3) Gradient 
Boosting Machine (GBM) – градиентный бустинг на 
деревьях, то есть ансамблевый ML-алгоритм, который 
последовательно строит деревья решений, и каждое из 
них корректирует ошибки предыдущих. GBM 
оптимизирует функцию потерь с помощью 
градиентного спуска, минимизируя остаточные 
ошибки на каждом шаге (Prokhorenkova et al., 2018). 

На первом этапе набор данных разделен на 
обучающую и тестовую выборки. Случайным образом 
в обучающей выборке оказались 70% станций, в 
тестовой – 30%. Далее проведен предварительный 
отбор признаков по порогу корреляции: на обучающей 
выборке рассчитан коэффициент корреляции между 
целевой переменной (ET) и предикторами, и 
предикторы, имеющие абсолютное значение 
коэффициента корреляции меньше порога, 
«отбрасывали» из обучающей и тестовой выборки. Для 
алгоритмов ElasticNet и SVR ввиду их 
чувствительности к масштабу признаков проведена 
нормализация признаков с помощью StandartScaler, 
который преобразует признаки таким образом, чтобы 
их среднее значение было равным 0, а стандартное 

отклонение – 1. Далее выполнена настройка 
гиперпараметров моделей для того, чтобы модели не 
переобучались, но показывали максимально 
возможную производительность на тестовой выборке. 
После обучения алгоритмов и оценки качества 
моделей на тестовой выборке проведен выбор 
наилучшего алгоритма. Для наилучшего алгоритма 
при рекурсивном отборе признаков с кросс-
валидацией (RFECV) выбрано оптимальное 
количество предикторов для модели. Кросс-валидация 
осуществлена на обучающей выборке с 
использованием разбиения ее на пять блоков по 
случайным станциям, и при каждом из пяти обучений 
20% станций использованы в качестве валидационной 
выборки. Затем выполнены оценка качества модели и 
ее интерпретация. Построение ML-моделей 
осуществлено с применением библиотек sklearn и 
catboost для Python. 

6. Оценка качества моделирования 
Для оценки качества моделей использованы 

следующие метрики: R² (коэффициент детерминации), 
RMSE (Root Mean Squared Error, среднеквадратическая 
ошибка), Bias (смещение) и CCC (Concordance 
Correlation Coefficient, коэффициент конкордации). 
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где yi – измеренное значение, ŷi – смоделированное 
значение, ȳ – среднее измеренных значений. 
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где ρ – коэффициент корреляции Пирсона между y и ŷ; 
μy, μŷ – средние значения y и ŷ; σy, σŷ – стандартные 
отклонения y и ŷ. 

R² показывает, насколько четко модель 
объясняет вариативность данных. Его значение 
варьируется от –∞ до 1, где 1 означает идеальное 
соответствие, а 0 – модель не лучше, чем предсказание 
средним значением. RMSE измеряет среднюю 
величину ошибки в исходных единицах измерения ET 
(мм сут−1); чем ниже RMSE, тем точнее модель. RMSE, 
в отличие от R², чувствительна к большим ошибкам, 
что полезно для выявления аномалий. Bias отражает 
систематическую ошибку модели, то есть тенденцию 
постоянно завышать или занижать предсказания. 
Низкое абсолютное значение Bias видится важным для 
несмещенных прогнозов, но само по себе оно не дает в 
полной мере представления о точности. CCC 
объединяет информацию о точности и 
согласованности предсказаний, учитывая и 
корреляцию, и смещение. Значение CCC ближе к 1 
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п о д р а з у м е в а е т  в ы с о к у ю  с о г л а с о в а н н о с т ь  м е ж д у 
п р е д с к а з а н н ы м и и р е а л ь н ы м и з н а ч е н и я м и.  

M L -м о д е л и  т а к ж е  с р а в н и в а л и  с  д р у г и м и 
м е т о д а м и  и  п о д х о д а м и  д л я  о ц е н к и E T :  1) E T  из 
р е а н а л из а E R A 5- L a n d ,  к о т о р ы й  и с п о л ь з у е т  м о д е л ь 
п о в е р х н о с т и  з е м л и  Til e d  E C M W F  S c h e m e  f or  S urf a c e 
E x c h a n g es  o v er  L a n d  ( T E S S E L)  д л я  р а с ч е т а  E T; 
2)  э т а л о н н а я E T  д л я  н из к о й  р а с т и т е л ь н о с т и  с о г л а с н о 
м е т о д и к е F A O -5 6  ( All e n  et  al .,  1 9 9 8);  3) м е т о д 
H ar gr e a v es – S a m a ni д л я о ц е н к и п о т е н ц и а л ь н о й E T  п о 
д а н н ы м о т е м п е р а т у р е в о з д у х а и р а д и а ц и и ( H ar gr e a v es, 
S a m a ni, 1 9 8 5).  

Д о п о л н и т е л ь н а я  в а л и д а ц и я  о б у ч е н н о й M L -
м о д е л и  п р о в е д е н а  п о  д а н н ы м  в е с о в о г о  л из и м е т р а  в 
Б у ш л е н д е,  к о т о р ы е  р а с п р о с т р а н я е т  м и н и с т е р с т в о 
с е л ь с к о г о х о з я й с т в а С Ш А ( E v ett  et  al ., 2 0 1 8). Л из и м е т р 
у с т а н о в л е н  н а  с е л ь с к о х о з я й с т в е н н о м  п о л е  к у к у р у з ы, 
д а н н ы е в к л ю ч а ю т в с е б я п е р и о д с 2 0 1 6 п о 2 0 1 8 г.  

7 . И н т е р п р е т а ц и я м о д е л и  

Д л я  и н т е р п р е т а ц и и  р е з у л ь т а т о в  м о д е л и р о в а н и я 
и с п о л ь з о в а н ы  с л е д у ю щ и е  п о д х о д ы:  а н а л и з  в а ж н о с т и 

п р и з н а к о в  ( F e at ur e Im p ort a n c e),  м е т о д  Ш е п л и  ( S H a pl e y 
A d diti v e  e x Pl a n ati o ns,  S H A P )  и  г р а ф и к и  ч а с т и ч н о й 
з а в и с и м о с т и  ( P arti al D e p e n d e n c e P l ots,  P D P).  А н а л и з 
в а ж н о с т и п р и з н а к о в о ц е н и в а е т в к л а д к а ж д о г о п р и з н а к а в 
п р е д с к а з а т е л ь н у ю  с и л у  м о д е л и.  О д н а к о  э т о т  м е т о д  н е 
у ч и т ы в а е т  вз а и м о д е й с т в и я  м е ж д у  п р и з н а к а м и.  М е т о д 
Ш е п л и  п р е д о с т а в л я е т  б о л е е  д е т а л ь н у ю  и н т е р п р е т а ц и ю, 
о с н о в а н н у ю  н а  т е о р и и  и г р.  О н  п о к а з ы в а е т  н е  т о л ь к о 
в а ж н о с т ь п р и з н а к о в, н о и и х в л и я н и е н а п р е д с к а з а н и е д л я 
к а ж д о г о  н а б л ю д е н и я  ( п о л о ж и т е л ь н о е  и л и 
о т р и ц а т е л ь н о е). М е т о д Ш е п л и п о з в о л я е т о ц е н и т ь, к а к и м 
о б р а з о м и з м е н е н и е п р и з н а к а и з м е н я е т в ы х о д м о д е л и, ч т о 
с т а н о в и т с я  о с о б е н н о  п о л е з н ы м  д л я  а н а л и з а  н е л и н е й н ы х 
з а в и с и м о с т е й.  Г р а ф и к и  ч а с т и ч н о й  з а в и с и м о с т и 
в и з у а л и з и р у ю т  у с р е д н е н н о е  в л и я н и е  п р и з н а к о в  н а 
п р е д с к а з а н и е  м о д е л и,  ф и к с и р у я  о с т а л ь н ы е  п е р е м е н н ы е. 
Т а к и е  г р а ф и к и  п о м о г а ю т  в ы я в и т ь  к о н к р е т н ы е 
н е л и н е й н ы е  з а в и с и м о с т и,  н о  н е  у ч и т ы в а ю т 
вз а и м о д е й с т в и я  п р и з н а к о в.  И н т е р п р е т а ц и я  м о д е л и 
о с у щ е с т в л е н а  с  п р и м е н е н и е м  б и б л и о т е к s kl e ar n  и s h a p 
д л я P yt h o n .  Н а  р и с. 2  п р е д с т а в л е н а  о б щ а я  б л о к -с х е м а 
р а з р а б о т к и M L -м о д е л и  о т  п о л у ч е н и я  д а н н ы х  д о 
и н т е р п р е т а ц и и м о д е л и.  

 
Р и с. 2. Б л о к -с х е м а п р и м е н е н и я M L -а л г о р и т м о в д л я м о д е л и р о в а н и я E T  

Р Е З У Л Ь Т А Т Ы И О Б С У Ж Д Е Н И Е  

И т о г о в ы й  н а б о р  д а н н ы х  д л я  о б у ч е н и я  и 
т е с т и р о в а н и я  м о д е л и  с о д е р ж а л  1 5 6  п р е д и к т о р о в. 
О б у ч а ю щ а я в ы б о р к а с о с т о я л а из 9 1  4 3 5 н а б л ю д е н и й c 
у ч е т о м  7 1  у н и к а л ь н о й  с т а н ц и и,  т е с т о в а я  в ы б о р к а 
с о д е р ж а л а 4 3  2 9 0 н а б л ю д е н и й с у ч е т о м 3 1 у н и к а л ь н о й 
с т а н ц и и.  Д л я  с о к р а щ е н и я  к о л и ч е с т в а  п о т е н ц и а л ь н ы х 
п р е д и к т о р о в  с д е л а н  п е р в и ч н ы й  о т б о р  п р из н а к о в  п о 
п о р о г у  а б с о л ю т н ы х  з н а ч е н и й  к о р р е л я ц и и E T  с 
п р е д и к т о р а м и  н а  о б у ч а ю щ е й  в ы б о р к е.  В ы б р а н  п о р о г 
к о э ф ф и ц и е н т а  к о р р е л я ц и и  0, 2.  П о с л е  п р и м е н е н и я 

п е р в и ч н о г о  о т б о р а  п р е д и к т о р о в  в  и т о г о в о м  н а б о р е 
д а н н ы х  о с т а л о с ь  1 1 4  п р е д и к т о р о в.  В  о с н о в н о м 
о т ф и л ь т р о в а н ы  с т а т и ч н ы е  п о ч в е н н ы е  п р е д и к т о р ы  из 
S oil Gri d s  и  н е к о т о р ы е VI .  П о с л е  п е р в и ч но г о  о т б о р а 
п р из н а к о в  п р о в е д е н ы  о б у ч е н и е M L -а л г о р и т м о в 
(El asti c N et , S V R , G B M )  н а  о б у ч а ю щ е й  в ы б о р к е  и 
о ц е н к а к а ч е с т в а м о д е л и р о в а н и я ( н а т е с т о в о й). В х о д е 
п о с т р о е н и я  м о д е л е й  о п т и м из и р о в а н ы  и х 
г и п е р п а р а м е т р ы.  М е т р и к и  к а ч е с т в а  м о д е л и р о в а н и я 
д л я  о б у ч а ю щ е й  и  т е с т о в о й  в ы б о р о к,  к а к  и  о с н о в н ы е 
г и п е р п а р а м е т р ы м о д е л е й, о т р а ж е н ы в т а б л и ц е 1.  
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Т а б л и ц а 1. М е т р и к и к а ч е с т в а а л г о р и т м о в м а ш и н н о г о о б у ч е н и я н а о б у ч а ю щ е й ( tr ai n) и т е с т о в о й (t e st) в ы б о р к а х, 
г и п е р п а р а м е т р ы м о д е л е й  

А л г о р и т м  El asti c N et  G B M  S V R  

R M S E (tr ai n)  0 ,9 6  0, 8 1  0, 8 0  

R M S E  (t e st) 0, 8 9  0, 7 7  0, 7 7  

R 2  (tr ai n) 0, 5 8  0, 7 0  0, 7 1  

R 2  (t e st) 0, 5 7  0, 6 8  0, 6 7  

Г и п е р п а р а м е т р ы м о д е л и  al p h a = 0 ,1 ; l 1 _r ati o = 0,5 
It er ati o n s = 2 0 0; 

d e pt h = 4 ; 
l e ar ni n g _r at e = 0,0 5  

k er n el = ’r bf’;  
C = 1;  

l e ar ni n g _r at e = 0, 0 5 

 
В ц е л о м в с е а л г о р и т м ы п о к а з ы в а ю т с т а б и л ь н ы е 

р е з у л ь т а т ы  м о д е л и р о в а н и я E T  с  н е б о л ь ш и м и 
р а з л и ч и я м и в R M S E  и R 2  м е ж д у о б у ч а ю щ е й и т е с т о в о й 
в ы б о р к а м и.  Н е л и н е й н ы е  а л г о р и т м ы G B M  и S V R  
д е м о н с т р и р у ю т  н е с к о л ь к о  л у ч ш е е  к а ч е с т в о 
м о д е л и р о в а н и я п о с р а в н е н и ю с л и н е й н ы м а л г о р и т м о м 
El asti c N et .  А л г о р и т м G B M  п о к а з ы в а е т  н а и л у ч ш и е 
р е з у л ь т а т ы с м а к с и м а л ь н ы м R 2  д л я т е с т о в о й в ы б о р к и 
и  м и н и м а л ь н о й  р а з н и ц е й  в  м е т р и к а х  м е ж д у 
о б у ч а ю щ е й и т е с т о в о й в ы б о р к а м и. П р и э т о м а л г о р и т м 
S V R  и м е е т  б л из к и е  к G B M  м е т р и к и  к а ч е с т в а,  ч т о 
г о в о р и т о с т а б и л ь н о м н а х о ж д е н и и а л г о р и т м а м и G B M  

и S V R  у с т о й ч и в ы х  л и н е й н ы х  и  н е л и н е й н ы х  с в я з е й. 
В м е с т е с т е м б л из к и е м е т р и к и а л г о р и т м а El asti c N et  к 
м е т р и к а м G B M  и S V R  у к а з ы в а ю т н а т о, ч т о о с н о в н а я 
ч а с т ь  д и с п е р с и и  м о ж е т  б ы т ь  о б ъ я с н е н а  и  п р о с т ы м и 
л и н е й н ы м и  в з а и м о с в я з я м и.  В  к а ч е с т в е  и т о г о в о г о 
а л г о р и т м а  д л я  д а л ь н е й ш е й  о п т и м из а ц и и  в ы б р а н 
а л г о р и т м G B M . 

Д а л е е  д л я  о п т и м из а ц и и  м о д е л и  н а  б а з е 
а л г о р и т м а G B M  п р о в е д е н  р е к у р с и в н ы й  о т б о р 
п р из н а к о в с к р о с с -в а л и д а ц и е й ( R F E C V ), к а к в и д н о н а 
р и с у н к е  3.  

 
Р и с. 3. Г р а ф и к з а в и с и м о с т и с р е д н е г о и о т к л о н е н и я ( c v  st d ) R 2  M L -м о д е л и G B M  о т к о л и ч е с т в а п р е д и к т о р о в п р и 

и с п о л ь з о в а н и и р е к у р с и в н о г о о т б о р а п р из н а к о в с к р о с с -в а л и д а ц и е й ( R F E C V ) 

Г р а ф и к  з а в и с и м о с т и R 2  о т  к о л и ч е с т в а 
п р е д и к т о р о в п о к а з ы в а е т, ч т о п о с л е с е м и п р е д и к т о р о в 
к а ч е с т в о  м о д е л и  п р а к т и ч е с к и  н е  из м е н я е т с я.  Т а к и м 
о б р а з о м,  в ы б р а н о  с е м ь  к л ю ч е в ы х  п р е д и к т о р о в: 
1)  E R A 5 R S   – с у м м а р н а я  р а д и а ц и я  из E R A 5- L a n d , 
В т  м − 2 ;  2) E R A 5 T A  – т е м п е р а т у р а в о з д у х а н а в ы с о т е 
2 м,  ℃;  3)  E R A 5 S M   – о б ъ е м н а я  в л а ж н о с т ь  п о ч в ы  в 
с л о е  0 – 5 с м,  %;  4)  VI  M N LI   – м о д и ф и ц и р о в а н н ы й 
н е л и н е й н ы й  в е г е т а ц и о н н ы й  и н д е к с M o difi e d  N o n -
Li n e ar  V e g et ati o n  I n d e x (M N LI )  (G o n g  et  al .,  2 0 0 3), 

р а с с ч и т а н н ы й из д а н н ы х Д З З; 5)  VI  I A VI – у с т о й ч и в ы й 
к  в л и я н и ю  а т м о с ф е р ы  в е г е т а ц и о н н ы й  и н д е к с I A VI 
( N e w At m o s p h eri c all y R esist a nt V e g et ati o n I n d e x) (R e n -
h u a  et  al ., 1 9 9 6); 6)  VI  E x G R  – в е г е т а ц и о н н ы й и н д е к с с 
из б ы т к о м  з е л е н о г о  и  к р а с н о г о  ( E x c ess  Gr e e n  mi n u s  
E x c ess  R e d  V e g et ati o n  I n d e x) (M e y er , N et o , 2 0 0 8); 7) VI  
G LI  – в е г е т а ц и о н н ы й и н д е к с з е л е н о г о л и с т а G r e e n L e af  
I n d e x (G LI ) (L o u h ai c hi  et  al ., 2 0 0 1). 

П о  р е з у л ь т а т а м  а н а л из а  в а ж н о с т и  п р из н а к о в, 
о т р а ж е н н ы х  н а  р и с у н к е  4,  с т а л о  о ч е в и д н ы м,  ч т о 
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наиболее значим предиктор ERA5 RS. Это можно 
объяснить тем, что поступающая солнечная энергия во 
многом определяет потенциальную интенсивность 
процесса испарения агроэкосистемы, а остальные 
выбранные метеорологические предикторы ERA5 TA 
и ERA5 SM определяют характеристики атмосферы и 
почвы, ограничивающие процесс испарения. Из VI 
отобраны индексы MNLI, IAVI, ExGR и GLI, 
характеризующие состояние растительности, при этом 
индекс IAVI – второй по важности после ERA5 RS. Из 
почвенных статичных свойств SoilGrids не отобрано 
ни одного предиктора, что, вероятно, связано с сильно 
временной изменчивостью ET. Метод Шепли для 
интерпретации модели, как видно на рисунке 5, 

показывает, что шесть из семи отобранных 
предикторов имеют положительную связь с ET 
(высокие значения предикторов соответствуют 
высоким значениям ET) на диапазоне значений в 
целом. Влажность почвы ERA5 SM также имеет 
положительную связь с ET при низких значениях 
влажности, но при высоких значениях приводит к 
снижению ET. Это можно объяснить тем, что 
длительное переувлажнение приводит к анаэробным 
условиям: без доступа кислорода снижается 
активность корневой системы с сопутствующим 
снижением транспирации растений (Jackson, Colmer, 
2005). Однако в этой конфигурации модели 
длительность переувлажнения не учитывают.  

 
Рис. 4. Оценка важности отобранных признаков ML-модели GBM для оценки ET 

 
Рис. 5. Индивидуальные SHAP значения влияния высоких (High) и низких (Low) значений отобранных 

предикторов ML-модели GBM на ET 
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Г р а ф и к и  ч а с т и ч н о й  з а в и с и м о с т и, 
п р е д с т а в л е н н ы е н а р и с у н к е  6, с в и д е т е л ь с т в у ю т о т о м, 
ч т о в л а ж н о с т ь п о ч в ы E R A 5 S M  д о 3 7 % п о л о ж и т е л ь н о 
с в я з а н а  с E T ,  с  3 7  д о  4 2 %  н а б л ю д а е т с я  п л а т о,  п о с л е 
4 2 % п р о и с х о д и т с н и ж е н и е E T . Д а н н а я з а в и с и м о с т ь E T  
о т E R A 5 S M  п р е д с т а в л я е т  н е к о т о р о е  о с р е д н е н и е 
з а в и с и м о с т и  д л я  п о ч в  р а з л и ч н о г о 
г р а н у л о м е т р и ч е с к о г о  с о с т а в а. E R A 5 R S  с в я з а н а 
п о л о ж и т е л ь н о с E T  н а д и а п а з о н е з н а ч е н и й в ц е л о м, а 
д л я E R A 5 T A  п р о с л е ж и в а е т с я  п о л о ж и т е л ь н а я 
з а в и с и м о с т ь  с  п л а т о  п о с л е  2 3 ℃,  ч т о  м о ж н о 
п р е д с т а в и т ь  л о г а р и ф м и ч е с к о й  з а в и с и м о с т ь ю.  И н д е к с 
VI  M N LI  ч у в с т в и т е л е н  к  из м е н е н и я м  в  к о л и ч е с т в е 
х л о р о ф и л л а,  с т р у к т у р е  л и с т о в о г о  п о к р о в а  и 
п о л о ж и т е л ь н о л и н е й н о с в я з а н с E T  н а о т р е з к е о т 0 д о 
0, 1 2,  д о  и  п о с л е  в ы х о д а  н а  п л а т о.  И н д е к с VI  I A VI 
т а к ж е  х а р а к т е р из у е т  с о с т о я н и е  р а с т и т е л ь н о с т и,  н о 
м и н и м из и р у е т  и с к а ж е н и я,  в ы з в а н н ы е  а т м о с ф е р н ы м и 

э ф ф е к т а м и  ( а э р о з о л и,  в о д я н о й  п а р,  р э л е е в с к о е 
р а с с е я н и е).  В е р о я т н о,  п о э т о м у  о н  и  и м е е т  в ы с о к у ю 
в а ж н о с т ь  д л я M L -м о д е л и. VI  I A VI л и н е й н о 
п о л о ж и т е л ь н о  с в я з а н  с E T  п р и  н е к о т о р ы х 
ф л у к т у а ц и я х,  в ы з в а н н ы х  с п е ц и ф и к о й  п о с т р о е н и я 
д е р е в ь е в  р е ш е н и й  в  а л г о р и т м е G B M . VI  E x G R  
х а р а к т е р из у е т  з д о р о в у ю  з е л е н у ю  р а с т и т е л ь н о с т ь,  о н 
о с о б е н н о  э ф ф е к т и в е н  н а  р а н н и х  э т а п а х  р о с т а,  и м е е т 
п о л о ж и т е л ь н у ю  с в я з ь  с E T  л о г а р и ф м и ч е с к о й  ф о р м ы. 
VI  G LI , с о г л а с н о ф о р м у л и р о в к е, б л из о к VI  E x G R ,  н о 
б о л е е  у с т о й ч и в  к  р а з л и ч и я м  о с в е щ е н н о с т и,  о н  т а к ж е 
и м е е т  п о л о ж и т е л ь н у ю  с в я з ь  с E T  л о г а р и ф м и ч е с к о й 
ф о р м ы.  

Р е з у л ь т а т ы  с р а в н е н и я  а л г о р и т м а G B M  с 
м е т о д о м  о ц е н к и E T  п о F A O -5 6,  р е а н а л из о м E R A 5-
L a n d  и  м е т о д о м  H ar gr e a v es – S a m a ni  п о к а з ы в а ю т 
п р е и м у щ е с т в о M L -м о д е л и, к а к с л е д у е т из т а б л и ц ы 2.  

 
Р и с. 6. Г р а ф и к и ч а с т и ч н о й з а в и с и м о с т и ( P D ) о т о б р а н н ы х п р е д и к т о р о в M L -м о д е л и и E T  

Т а б л и ц а 2. М е т р и к и с р а в н е н и я о ц е н о к E T  с п о м о щ ь ю о п т и м из и р о в а н н о й M L -м о д е л и г р а д и е н т н о г о б у с т и н г а 
(G B M ), м е т о д а F A O -5 6, р е а н а л из а E R A 5- L a n d , м е т о д а H ar gr e a v es – S a m a ni  

М е т о д  G B M  F A O -5 6  E R A 5 -L a n d  H ar gr e a v es –  S a m a ni  

R 2  (t e st) 0, 6 7  0, 1 0  0, 2 9  0, 0 2  

R M S E (t est)  0, 7 8  1, 6 7  1, 2 0  1, 7 3  

Bi as (t est)  0, 0 5  1, 0 5  0, 5 0  1, 1 2  

C C C (t est)  0, 8 1  0, 5 4  0, 6 5  0, 5 1  

 



А г р о ф и з и к а  2025 № 2 

52 
 

ET из реанализа ERA5-Land имеет 
положительный R2 и наименьшее смещение (Bias) по 
сравнению с остальными методами. Методы ET FAO-
56 и Hargreaves – Samani показывают практически 
нулевой R2 и вместе с тем имеют большое смещение в 
направлении завышения наблюдаемых значений, 
поскольку определяют неограниченную дефицитом 
влаги ET. У всех методов обнаружен высокий CCC. 
Это говорит о том, что рассчитанные значения имеют 
линейную связь с измерениями, хотя и со смещением. 
При сравнении результатов итоговой ML-модели с 
данными лизиметра получены следующие метрики 
качества моделирования: RMSE = 2,1 мм сут−1; 
R² = 0,36; Bias = −1,39; CCC = 0,58. По данным 
лизиметров, ML-модель ожидаемо имеет более низкие 
метрики, по сравнению с пульсационными станциями. 
Однако для более корректного сравнения необходимо 
большее количество станций с лизиметрическими 
измерениями, которые не настолько широко 
распространены по сравнению с пульсационными 
станциями. С учетом глобального масштаба ML-
модели результаты при валидации на лизиметрических 
данных остаются приемлемыми. 

Разработанная ML-модель имеет ряд 
ограничений, которые могут быть преодолены в 
дальнейшем в работах: 1) линейная интерполяция 
между пролетами спутника с последующим 
сглаживанием может не предусмотреть ситуации, в 
которых после выпадения осадков или проведения 
орошения происходит резкое изменение влажности 
почвы и влагообеспеченности посевов; 
2) невозможность выполнения симуляций по ML-
модели при отсутствии безоблачных снимков за 
вегетационный период; 3) ячейка симуляции 
ограничена размером пикселя продукта HLS (30 м); 
4) характеристики гранулометрического состава 
почвы не оказались значимыми факторами в ML-
модели, но определенно различное содержание влаги в 
почве будет по-разному влиять на 
влагообеспеченность посевов при различном 
гранулометрическом составе почвы. 

Для возможности практической работы с 
обученной моделью заинтересованных лиц разработан 

Python программный интерфейс. Программный 
интерфейс и модель открыто распространяются через 
репозиторий (https://github.com/adobrokhotov/ml-agro-
et). Обязательные переменные, которые вводит 
пользователь: координаты сельскохозяйственного 
поля и интересующий временной промежуток. В 
дальнейшем видится возможным развитие настоящего 
исследования в контексте гибридизации модели и 
интеграции ML-алгоритмов с энергобалансовыми 
моделями, а также имитационными, с целью описания 
пространственной неоднородности распределения ET 
в агроэкосистемах и реализации физически 
обоснованного моделирования временного хода ET. 

ВЫВОДЫ 
В настоящем исследовании разработана новая 

ML-модель суточной оценки ET агроэкосистем с 
использованием пульсационных измерений, данных о 
состоянии окружающей среды и растительности. 
Нелинейные ML-алгоритмы показали высокую 
эффективность, определяя около 70% вариации ET. 
Алгоритм GBM отражает наилучшие метрики качества 
моделирования. ML-алгоритмы превзошли методы 
FAO-56, ERA5-Land и Hargreaves – Samani для оценки 
ET. По результату отбора признаков определено семь 
ключевых предикторов для ML-модели оценки ET без 
потери качества: суммарная радиация, температура 
воздуха, объемная влажность почвы, вегетационные 
индексы MNLI, IAVI, ExGR и GLI. Наиболее 
значимым предиктором стала суммарная радиация. В 
результате интерпретации модели показаны 
нелинейные зависимости ET с объемной влажностью 
почвы, температурой воздуха и вегетационными 
индексами. Однако и простой линейный ML-алгоритм 
ElasticNet определил около 60% вариации ET. 
Перспективы дальнейших исследований связаны с 
гибридизацией моделей с применением ML-подходов, 
а также энергобалансовых и имитационных моделей. 
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